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بر روی  بررسی اثر استفاده از تبديلات موجک

های مبتنی بر شبکه عصبی مصنوعی و قطعیت مدلعدم

بینی میزان ماشین يادگیری افراطی در زمینه پیش

 تقاضای آب شرب شهری
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 چکیده
های نوین جوامع بینی میزان مصرف آب شرب شهری یکی از دغدغهپیش

شهری معاصر بوده است. در این راستا، تحقیقات زیادی در زمینه مقایسه 
های مختلف انجام شده است. با معرفی شبکه عصبی مصنوعی، عملکرد مدل

های مختلف، ها با استفاده از روشسازی آنبحث پیرامون نحوه بهینه
ها اثر استفاده از تبدیلات موجک داغ شد. در اغلب پژوهش بخصوص

عصبی مورد توجه قرار های تبدیلات موجک بر روی عملکرد و دقت مدل
بی های عصقطعیت مدلثیر استفاده از تبدیلات موجک بر عدمأگرفت، اما ت

مورد بررسی قرار نگرفته است. در این پژوهش عملکرد و عدم قطعیت دو 
(، مدل یادگیری NARXر شبکه عصبی مصنوعی بازگشتی )ب مدل مبتنی

( و W_NARXها )( و نسخه موجکی آنELMماشینی افراطی )
(W_ELMبرای پیش ) بینی میزان مصرف آب شهرک مهدیه قم مورد

)با ضریب رگرسیون  NARXبررسی قرار گرفت. نتایج نشان داد که مدل 
( 787/۱ضریب رگرسیون)با  ELM( از دقت بالاتری در مقایسه با 922/۱

ترتیب دارای ضریب رگرسیون ها بهبرخوردار است. از طرفی، نوع موجکی آن
است. علت  W_NARXدهنده برتری مدل است که نشان 847/۱و  96۱/۱

 کننده آبتوان در پیچیدگی زیاد رفتار مصرفرا می ELMتر عملکرد ضعیف
رفی، استفاده از دانست. از ط NARXو ساختار ساده این مدل نسبت به 

یر ثمدل تاثیر مثبت داشت، اما این تأ تبدیلات موجک بر بهبود دقت هر دو
قطعیت بر روی این دو مدل بیشتر بود. نتایج تحلیل عدم ELMدر مدل 

قطعیت هر دو مدل بود. اما این مهم در مدل حاکی از کاهش عدم
W_NARX % بیشتر قابل توجه بود. 72/98با بازه اطمینان 

 

شبکه عصبی مصنوعی، ماشین یادگیری افراطی، تبدیلات  :كلمات كلیدی
 موجک، عدم قطعیت.
 4/4/98تاریخ دریافت مقاله: 

 7/7/98 :مقاله پذیرش تاریخ
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Abstract 
Urban water demand prediction has been one of the 
contemporary concerns of modern urban societies. In this vein, 
many studies have been carried out comparing the performance 
of different models. By the introduction of artificial neural 
networks (ANNs), the discussion about the accuracy 
improvement of ANNs using wavelet transforms (WTs) was 
heated up. In many research, the effect of using WTs on the 
performance and the accuracy of ANNs drew many attentions. 
However, the effect of using WTs on the uncertainties 
associated with ANNs has not been investigated. In this study, 
the performance and the uncertainty of two ANN-based 
models, i.e., nonlinear autoregressive network with exogenous 
inputs (NARX) and extreme learning machines (ELM) were 
studied and the wavelet version of those, i.e., W_NARX and 
W_ELM were used for the prediction of urban water demand 
of Mahdie Residential Complex. The results indicated that 
NARX (regression coefficient (R) of 0.955) is more accurate 
than ELM (R of 0.787). On the other, the WT version of these 
models had the R of 0.960 and 0.847, respectively, indicating 
the outperformance of W_NARX model. The reason for the 
lower accuracy of ELM could be found in the complexity of 
the water consumer behavior and the simpler structure of ELM 
than NARX. Besides, the implementation of WTs had a 
positive effect on both models, but ELM more. The results of 
the uncertainty analysis of both models indicated a decrease in 
uncertainty. However, this was more considerable in 
W_NARX with the confidence interval of 98.75%. 
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 مقدمه  -0

استفاده از شبکه عصبی مصنوعی در کاربردهای مختلف نظیر پردازش 
و صادی های اقتبینی شاخصتصویر، پردازش سیگنال، پزشکی، پیش

های اخیر مورد توجه بسیاری از پژوهشگران قرار شناسایی الگو در دهه
 ;Schalkoff, 1992; Vemuri and Rogers, 1994) گرفته است

Refenes et al., 1994; Gupta et al., 2000  .) از طرفی، اخیراً ارائه
های مبتنی بر شبکه عصبی مصنوعی در بین پژوهشگران مدل
ها دلیل توانایی این دسته از مدلهمله منابع آب بهای مختلف، از جحوزه

ست. زمانی رو به فزونی گذاشته اهایبینی سریدر تقریب توابع و پیش
لات های عصبی با تبدیها، تلفیق مدلبا گسترش استفاده از این مدل

 ابی عملکردــهای ارزیرای بهبود متغیرــه عنوان روشی بــموجک ب
 رار گرفته استــبسیاری از پژوهشگران قورد استفاده ــها مآن

(Rezaali et al., 2018 .) اما در کمتر پژوهشی اثر استفاده از تبدیلات
های مبتنی بر شبکه عصبی مصنوعی مورد موجک بر عدم قطعیت مدل

 مطالعه و بحث قرار گرفته است.

 
ن در سترده آبینی تقاضای آب، با توجه به کاربرد گدر زمینه پیش

ای انجام گرفته است. تحقیقات گسترده منابع آب و غیره مدیریت
Adamowski and Karapataki (2010)  طی پژوهشی به مقایسه

و رگرسیونی  1پترون چند لایههای شبکه عصبی مصنوعی پرسبین مدل
بینی پیک مصرف آب شهری پرداختند. در پژوهش منظور پیشهب

های شش ساله پیک مصرف آب شهر نیکوزیا در قبرس مذکور، داده
مورد مطالعه قرار گرفت. بیست مدل رگرسیونی چندگانه و بیست مدل 

های یادگیری مختلف از شبکه عصبی مصنوعی با استفاده از روش
مارکوات مورد بررسی قرار گرفت. نتایج نشان داد که  -ه لونبرگجمل

مدل شبکه عصبی مصنوعی آموزش دیده با استفاده از الگوریتم 
ت. ها داشته اسمارکوات عملکرد بهتری نسبت به سایر مدل -لونبرگ

همچنین وقوع یا عدم وقوع بارش نسبت به میزان بارندگی برای 
ا هقع شده است. دامنه استفاده از مدلها مفیدتر واافزایش دقت مدل

های عصبی پرسپترون بینی تقاضا، محدود به مدلدر بحث پیش
 Ghiassi et al. (2008)شود. در این راستا چندلایه و رگرسیونی نمی

 با 2طی پژوهشی به مقایسه مدل شبکه عصبی مصنوعی دینامیکی
های دادهپرداختند. در این پژوهش  3خورشبکه عصبی مصنوعی پیش

مختلف مورد مطالعه قرار  4های زمانیحوزه در افقمصرف آب شهر سن
گرفته است. نتایج این پژوهش نشان داد که شبکه عصبی مصنوعی 

وع ها برخوردار بود. تندینامیکی از دقت بالاتری نسبت به سایر مدل
بیشتر مورد  2۱18ها در پژوهش ایزاک دوئر در سال استفاده از مدل

، 2های مبتنی بر رگرسیونرار گرفته است. در این پژوهش مدلتوجه ق
های مصرف آب بندر تمپا با داده 7و یادگیری ماشینی 6های گوسیمدل

ای هدلــدر فلوریدا مورد مطالعه قرار گرفتند. نتایج نشان داد که م
 دـها دارندلــه سایر مــانی، عملکرد بهتری نسبت بـزمسری

(Duerr et al., 2018) در تحقیق .Adamowski et al. (2012) ،
ر بهبود عملکرد مدل مورد بررسی منظوهاستفاده از تبدیلات موجک ب

های مرسوم آماری نهایت به مقایسه آن با سایر مدل قرار گرفت و در
های مبتنی بر یادگیری ماشینی پرداخته شد. تأخیر مورد استفاده و مدل

ها با استفاده از روش سعی و خطا، یک روز برآورد شد. در تمام مدل
شهر مونترال کانادا شامل حداکثر آمده از دستهای مورد استفاده بهداده

دمای ماکزیمم روزانه، کل بارندگی روزانه و میزان تقاضای آب شرب 
شهر مونترال است. نتایج نشان داد که استفاده از تبدیلات موجک 

نین شود. همچمنجر به بهبود عملکرد مدل شبکه عصبی مصنوعی می
زمینه عصبی دارای توانایی بهتری در  -نشان داد مدل موجکی

طی  Tajbakhsh et al. (2019) بینی عملکرد مدل است.پیش
با نوع موجکی  ANNو  M5پژوهشی به بررسی و مقایسه کارایی مدل 

چای رواناب حوضه آبریز آجی -بینی میزان بارشها بمنظور پیشآن
ملکرد ع یچایحوضه نسبتا آرام آج ینشان داد که برا یجنتاپرداختند. 
نسبت به مدل خام  یمدرخت تصم -موجک یشنهادیپ یبیمدل ترک

M5 یابدیدرصد بهبود م 69تا  یدرخت. 
 
هایی در رابطه با های اشاره شده، هرچند پژوهشتوجه به پژوهش با

یزان بینی معصبی یادگیری افراطی در زمینه پیش قطعیت مدلعدم
ا ام (.Wan et al., 2014) بادی صورت گرفته است -تولید نیروی برق

های عصبی در زمینه قطعیت مدلاثر تبدیلات موجک بر روی عدم
بینی تقاضای آب شرب انجام نشده است. همچنین برخی پیش

متغیرهای پیشگوی میزان تقاضای آب نظیر ابرناکی، در کمتر پژوهشی 
از (. Praskievicz and Chang, 2009) اندمورد بررسی قرار گرفته

، نزدیک  Quilty and Adamowski (2018)طرفی، طبق پژوهش
های از مقالات ایندکس شده در اسکوپس در سال 21۱/191) 9۱%به 

های صورت گرفته در زمینه استفاده از ( از پژوهش2۱18تا  2۱۱3
تبدیلات موجک در شبکه عصبی مصنوعی، با روشی نادرست که منجر 

ایج نت به اغراق در زمانی آینده و متعاقباً منجربه نشت اطلاعات سری
شود انجام شده است. در این پژوهش دو مدل شبکه ها میواقعی مدل

عصبی مصنوعی یادگیری افراطی و شبکه عصبی مصنوعی بازگشتی 
مدت اهبینی کوتها با تبدیلات موجک بمنظور پیشو نوع جفت شده آن

 ثیر استفاده از تبدیلات موجکی( مورد ارزیابی قرار گرفته تا تأ)ساعت
ها های آنها و بر روی عدم قطعیتهای عملکرد مدلاخصبر روی ش

 بررسی شود.
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 هامواد و روش -0

بطور کلی در این پژوهش دو نوع از شبکه عصبی مصنوعی مورد 
و  8استفاده قرار گرفته است که شامل شبکه عصبی مصنوعی بازگشتی

که تمام آنالیزها روی این دو  9(ELM) مدل ماشین یادگیری افراطی
های بعدی ها به انجام رسیده است. در زیربخشو نوع موجکی آنمدل 

ین یات اجرایی اکات مرتبط با نحوه بکارگیری و جزیسعی شده تا ن
پژوهش شرح داده شود. لازم به ذکر است که تمام محاسبات این 

 انجام شد. MATLAB (2018b)پژوهش در محیط 
 

 محدوده تحت مطالعه -0-0

آب است.  یاکنون در حال تجربه مشکلات جدهم یرانا
و  یسطح یهاآب ازحدیشمکرر توأم با برداشت ب هاییسالخشک

 و یدرولیکیه هاییرساختاز ز یشبکه بزرگ یقاز طر یرزمینیز
رسانده است. از  یآب کشور را به سطح بحران یتوضع یق،عم یهاچاه

ها، ها و تالابانهرودخ ها،یاچهخشک شدن در یتوضع ینا یهانشانه
آب،  تیفیک یبتخر ین،فرونشست زم یرزمینی،ز یهاکاهش سطح آب

از  یکی است. یشترگردوغبار ب یهاو طوفان زایییابانخاک، ب یشفرسا
ان قم است ،است یسالخطر خشک یشترینکه در معرض ب ییهااستان
 است. 

 
غالباً  یشهرک ،بر سه هزار نفر بالغ یتقم با جمع یهمهد شهرک

 هرکش ینآب ا یتقاضا یزان. اطلاعات مآیدیحساب مبه یننشیروحان
صورت هب 1396بهمن  3۱لغایت  1396اردیبهشت  23که از تاریخ 

ساعت( دریافت شده است،  6769روز کامل یا  6ماه و  9ساعتی )شامل 
 یپژوهش قرار گرفت که شهرک دارا یناستفاده ا مورد جهت ینا از

 یرتصو 1است. شکل  یکپارچه یبندآب جدا و زون یعشبکه توز
 دهد.یمحدوده تحت مطالعه را نشان م

 
به  احتیاجشبکه  یبنددر اغلب نقاط شهر قم زون ینکهتوجه به ا با

 یزاتاصلاً تجه یاو نیست  کاملو اطلاعات فلومترها  اصلاح دارد
 نیدر ا یلدل ینبه هم یست،تقاضا موجود ن یزانم یدب یریگاندازه

 .شهرک محدود شد ینپژوهش منطقه تحت مطالعه به ا
 

 هاخیرتعیین متغیرهای مؤثر در مصرف آب و انتخاب تأ -0-0

خیرهای های عصبی، انتخاب تأحل ایجاد مدلترین مرایکی از مهم
تار کننده رفطور غیرمستقیم توصیفتوانند بهمتغیرهایی است که می

کننده آب شرب شهری باشند.مصرف

 
Fig. 1- Aerial photo of the study area 

 قم يهاز شهرك مهد يیهوا يرتصو -0شکل 
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های ترین روشز متداولجزء یکی ا 1۱روش آزمون همبستگی متقابل
است که در بسیاری از مطالعات  11خیرها در متغیرهای پیشگوارزیابی تأ

 ,.Joo et al., 2002; Herrera et al) مورد استفاده قرار گرفته است

2010; Adamowski and Karapataki, 2010; Babel and 

Shinde, 2011 .)رینظ یدرولیکیه یرهایلازم به ذکر است که متغ 
عملکرد  جیدر بهبود نتا توانندیم زمانییصورت سرهفشار متوسط آب ب

ا و هتوجه دادهنقص قابل یلپژوهش بدل ینثر باشد، اما در اؤها ممدل
 ی،یدرولیککردن مدل ه یبرهمنظور کالهب یگر کافعدم وجود سنجش

ن بطورکلی در ای نشد. ستفادها یدرولیکیه یشگویپ یرهایاز متغ
پژوهش دو نوع متغیر با روش همبستگی متقابل مورد بررسی قرار 
گرفت که شامل متغیرهای جوی و متغیر اجتماعی یا ایام تعطیل است. 
در این میان، متغیرهای جوی شامل دما، سرعت باد و ابرناکی است که 

 آماری همبستگی انتخاب شدند. های پیشین و آزمونبراساس پژوهش
رفته های بکارزمانی با مدلهای سریهای مهم مدلکی از تفاوتی

های های مدلخیرها در ورودی دادهمنظور تقریب توابع، وجود تأبه
زمانی های سریخیرها در مدلزمانی است. دلیل استفاده از تأریس

بینی تقاضای آب، های ورودی است که در مورد پیشماهیت داده
ها حالتی دارند. این تاخیرها در ورودی داده 12هماهیت غالباً خودهمبست

کند تا با درنظر گرفتن مقادیر شبیه به حافظه را برای مدل ایجاد می
ظور منهقبلی آن ورودی، تخمین بهتری از آینده کمیت هدف بزند. ب

زان استفاده شد تا می خیرهای مناسب از همبستگی متقابلانتخاب تأ
ضای ساعتی آب مشخص شود. لازم به ذکر توجه به میزان تقا خیر باتأ

 ها درخیرهای مرسوم برای انتخاب تأاز روش است که این روش یکی
 Campisi-Pinto et al., 2012; Duerr et) تحقیقات مختلف است

al., 2018; Zhou et al., 2000 .)خیرهای رد تأمنظور برآوههمچنین ب
 اده شد.استف 13ن تقاضای آب، از تابع خودهمبستگیمیزا

 

های ورودی و خروجی پردازش دادهپردازش و پسپیش -0-5

 هامدل

ها، باتوجه های مورد استفاده در این پژوهش قبل از آموزش مدلداده
 Basheer and) شد ساز مورد استفاده، نرمالبه نوع تابع فعال

, 2000Hajmeer.) ساز بطوری که برای توابع فعالtansig14  از بازه
از بازه  logsig12ساز + استفاده شده و برای تابع فعال1تا  -1

های یکسان تولید seedوخطا )با + بوسیله سعی1تا  ۱سازی نرمال
اعداد تصادفی( و از بین این دو توابع انتقال بدلیل کاربرد متعدد در سایر 

و نسخه  ELMو  NARXها استفاده شد. درنهایت برای مدل پژوهش
استفاده شد.  logsigو  tansigترتیب از توابع انتقال ها بهآنموجکی 

ها به حالت اصلی، تمام های خروجی مدلهمچنین بمنظور تبدیل داده
 ها ذخیره شد.سازی برای خروجی مدلتنظیمات نرمال

Table 1- The result of the performance assessment 

of the models for the optimization of transfer 

function 

 سازیها بمنظور بهینهنتايج ارزيابی عملکرد مدل -0جدول 

 تابع انتقال
R Coefficient Transfer Function Model 

0.931 tansig 
NARX 

0.921 logsig 
0.942 tansig 1W_NARX 
0.937 logsig 
0.722 tansig 

ELM 
0.742 logsig 
0.801 tansig 2W_ELM 
0.815 logsig 

1. Wavelet coupled NARX 

2. Wavelet coupled ELM 
 

زمانی بازگشتی و ماشین شبکه عصبی مصنوعی سری -0-1

 يادگیری افراطی

زمانی، شبکه عصبی یکی از انواع شبکه عصبی مصنوعی سری
ها مصنوعی بازگشتی است. طبق مطالعات مختلف این نوع از مدل

ساده، بدلیل بازگرداندن خروجی  عصبی مصنوعینسبت به شبکه 
خیریافته به ورودی مدل، توانایی بالاتری برای یادگیری دینامیک تأ

 Gençay and Liu, 1997; Maier and) های زمانی دارندسری

Dandy, 2000) شبکه عصبی مصنوعیای از نمونه 2. شکل 

 دهد.بازگشتی را نشان می
 

ELM 16خور مرسومی مصنوعی پیشیکی از مشتقات شبکه عصب 
است که نسبت به آن سرعت یادگیری بسیار بیشتری دارد. اختلاف 
سرعت یادگیری در شبکه عصبی مصنوعی پیشخور با الگوریتم 

بدلیل یادگیری برپایه ضرب  ELMبا در مقایسه انتشار خطا پس
یه عنوان وزن لاپنروس تابع انتقال )به -معکوس مورهماتریسی شبه

یکی از  (.Huang et al., 2006) های آموزش است( در دادهخروجی
با سایر انواع شبکه عصبی مصنوعی وجود  ELMهای عمده تفاوت

صبی های عمنظور تعیین توپولوژی مدلهب تنها یک لایه پنهان است.
ها، منظور تعداد نورون خطا استفاده شد. بدین و بکاررفته از روش آزمون

ها باتوجه به افزایش یا کاهش دقت نحوه اتصال لایهها و تعداد لایه
ها با استفاده از این روش مشخص شد. برای قضاوت بهتر در مدل

ن نتیجه کمک به یافت ها و درهای ارزیابی عملکرد مدلرابطه با شاخص
منظور ههای یکسان بSeedها از ها، در تمام مدلبهتری توپولوژی مدل

 ی استفاده شد.شروع تخصیص ضرایب تصادف
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Fig. 2- Topology of a recurrent neural network 

 نحوه اتصال يک شبکه عصبی مصنوعی بازگشتی -0شکل 

 
ه به توج ساز در هر لایه و بابه روش مشابه، برای تعیین توابع فعال

ساز در لایه ، ترکیب انواع توابع فعال3-2شده در قسمت نکات ذکر 
خروجی و لایه پنهان مورد ارزیابی قرار گرفت. نتایج نشان داد که 

بیشترین دقت را در بین  purelinو  sigmoidساز ترکیب توابع فعال
ندی بهای عصبی دارند. همچنین برای تقسیمسایر توابع برای مدل

های شبکه عصبی مصنوعی درصد داده 12و  12، 7۱ های ورودی،داده
بندی شد. ترتیب برای آموزش، اعتبارسنجی و تست تقسیمبازگشتی به

 2۱و  8۱ها به دو بخش کلی بصورت داده ELMهمچنین برای مدل 
 بندی شد.درصد برای آموزش و تست تقسیم

 

 توابع خطای بکار رفته -0-1

ع ها، انتخاب نوع توابمدل های ارزیابی عملکردترین قسمتیکی از مهم
( به عنوان MSEها، میانگین مربعات خطا )خطا است. در اکثر پژوهش

 Adamowski) ها انتخاب شده استشاخص ارزیابی عملکرد مدل

and Karapataki, 2010; Adamowski et al., 2012; 

Adamowski, 2008; Duerr et al., 2018; Lin et al., 1996.) 
(، ریشه میانگین مربعات 1)فرمول  MSEبر  در این پژوهش علاوه

منظور ارزیابی هب( R( و ضریب رگرسیون )2)فرمول  RMSEخطا 
 ها انتخاب شد.عملکرد مدل

RMSE =  √
1

n
 ∑(Oi − Pi)2
n

i=1

 (1) 

𝐌𝐒𝐄 = 
𝟏

𝐧
 ∑(𝐎𝐢 − 𝐏𝐢)

𝟐

𝐧

𝐢=𝟏

 (2) 

تعداد  nام مدل و iخروجی  Piام، iمقدار مشاهداتی  Oiها که در آن
 ها است.داده

 تبديلات موجک -0-8

های دادهای از توابع ریاضی هستند که ها دسته، موجکبطورکلی
تقسیم  18و تخمینات 17یاتزمانی را به دو دسته کلی شامل جزیسری

. این دسته از توابع (Alexandridis and Zapranis, 2013) کنندمی
، (Daubechies, 1990)کاربردهای مختلفی نظیر تحلیل سیگنال 

، پردازش تصویر (Santoso et al., 1997) هاسازی دادهفشرده
(Antonini et al., 1992)شناسایی الگو ، (Pittner and Kamarthi, 

 ,.Sifuzzaman et al) هاو ردیابی هواپیماها و زیردریایی( 1999

را دارند. در این پژوهش هدف از بکارگیری تبدیلات موجک، ( 2009
ترین نکات استفاده های عصبی است. یکی از مهمافزایش دقت مدل

 توجه به هدف خاب نوع تابع تحلیل موجک بااز تبدیلات موجک، انت
ینی بهای زمانی مانند پیشبینی سریمطالعه است. در زمینه پیش

میزان تقاضای آب این مهم حتماً باید مورد توجه قرار گیرد، چرا که 
های آینده را در اختیار از داده برخی از توابع تحلیل موجک ردی

ر موجب افزایش غیرواقعی دهند که این امهای عصبی قرار میمدل
. در این (Quilty and Adamowski, 2018)شود دقت مدل می

، توصیه Quilty and Adamowski (2018) راستا، طبق پژوهش
شده که دو نوع مشخص از تبدیلات موجک مشکل افشای آینده را در 

 MODWT91های زمانی ندارند. این توابع شامل تبدیل موجک سری
است. در این پژوهش باتوجه به کاربرد و هدف مطالعه، از  À trousو 

 استفاده شده است. MODWTتبدیلات موجک 
 

اررفته در پژوهش کنونی، بصورت بک MODWTتابع تبدیل 
ترتیب توصیف کننده شود که بهتوصیف می 2و  4، 3های فرمول
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ضرایب موجک، ضرایب مقیاس واشکافی و ضرایب بازسازنده موجک 
 :(Quilty and Adamowski, 2018)هستند 

(3) W̃j,t = ∑ h̃lṼj−1,t−2j−1lmodN

L−1

l = 0

 

(4) Ṽj,t = ∑ g̃lṼj−1,t−2j−1lmodN

L−1

l = 0

 

(2) 
Ṽj−1,t = ∑ h̃lṼj−1,t+2j−1lmodN

L−1
l = 0  + 

∑ g̃lṼj−1,t+2j−1lmodN
L−1
l = 0 

ام در jضرایب مقیاس واشکافی  W̃j,t(Ṽj,t)، 2و  4، 3های در فرمول
عملگر مدولی  modها، تعداد نمونه Nفیلتر بکاررفته،  t ،h (g)زمان 

طول فیلتر موجک است. در تبدیلات موجک فیلتر نحوه واشکافی  Lو 
(decompositionرا توصیف می ) کند )مانند منقطع یا پیوسته( و سطح

ات و سیگنال تجزیه شده تخمینواشکافی، تجزیه یک سیگنال را به د
کند و مقیاس، میزان تورم یا یات در سطوح مختلف تعیین میو جزی

 دهد.فشردگی سیگنال تجزیه شده را نشان می
 

موجک  تر بکاررفته تبدیلاتاز طرفی سطح، مقیاس واشکافی و نوع فیل
 در نظر گرفته شود ۱2توجه به شرایط مرزی اصلاح شده هم باید با

(Bašta, 2014; Maslova et al., 2016; Percival, 2008; 

Quilty and Adamowski, 2018) . نحوه اصلاح شرایط  6فرمول
 دهد. مرزی را توضیح می

(6) Lj = (2
j − 1) × (L − 1) + 1 

 های تحت اثر شرایط مرزی در سطح داد دادهـــتع Ljدر این فرمول، 

توجه به این  دهد. بارا نشان می Lو طول فیلتر بکاررفته  jواشکافی 
در سطح  db412فرمول و مطالب ذکر شده، در این تحقیق از موجک 

کورد از ر 2۱، این موجک فرموله به استفاده شد که باتوج 3واشکافی 
دهد. لازم به ذکر است که فیلتر میثیر قرار های ورودی را تحت تأداده
db4 ،8  (( 7×7+ )1، )3عضو )طول فیلتر( دارد که در سطح واشکافی

ثیر قرار مطالعه را تحت تأزمانی تحتی سریهاعضو از داده 2۱معادل 
های میزان تقاضای آب شمای کلی فرایند تجزیه داده 3شکل  دهد.می

 دهد.می شهرک مهدیه را بوسیله تبدیلات موجک نشان
 

 قطعیتكارلو و آنالیز عدمروش مونت -0-1

منظور بررسی اثر استفاده از تبدیلات موجک بر روی هدر این پژوهش، ب
های مبتنی بر شبکه عصبی مصنوعی، از آنالیز عدم قطعیت مدلعدم

های کارلو استفاده شد. بدین منظور، توزیع دادهقطعیت به روش مونت
( S-K) 22اسمیرنف -به آزمون کلمگوروفتوصیفی ابتدا باتوجه 

های مشخص شد. در این راستا انواع توابع توزیع احتمالات به داده
ها توصیفی فیت شد تا مشخص شود کدام توابع بهتر به توزیع داده

در  Objectصورت هشوند. درنهایت تمام توابع ذکر شده بفیت می
Workspace ستفاده قرار گیرند.ذخیره شد تا برای مرحله بعد مورد ا 

های توصیفی با استفاده از روش سپس در بازه حداقل و حداکثر داده
سازی از عضوی معادل کل دوره مدل 6769بلوک  2۱۱کارلو مونت
های ذخیره شده، داده های ورودی با استفاده از توابع فیت شدهداده

ی ساخت اتصادفی ایجاد شد. لازم به ذکر است که الگوریتم بکاررفته بر
 بود. Mersenne Twister 32تصادفیهای شبهداده

 

 
Fig. 3- Schematic of water demand signal decomposition of Mahdie Residential Complex using a db filter 

and MODWT wavelet transform function 

و تابع تبديل موجک  𝐝𝐛يه سیگنال میزان تقاضای آب شهرك مهديه با استفاده از فیلتر شمای كلی نحوه تجز -5شکل 
MODWT 
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های کارلو به تمام مدلهای ساخته شده توسط روش مونتداده
عنوان ورودی مدل وارد شد تا برای هر ساعت از کل دیده بهآموزش

ازای هر ساعت، خروجی بوجود آید. سپس به 2۱۱سازی دوره مدل
( استخراج شد و 92٪ 42ام )فاصله اطمینان2/97 ام و2/2 هایصدک

با مقدار مشاهداتی میزان تقاضای آب مطابقت داده شد تا مشخص 
یک در بازه زمانی مقدار تقاضای مشاهداتی کدامشود در هر گام

 درصدی قرار دارد. 92اطمینان 
 

 نتايج و بحث -5

 های توصیفیپردازش دادهپیش -5-0

ای که همبستگی های پیوستهمطالعات نشان داده، استفاده از داده
 تواند منجر به کاهش دقت مدل شودآماری با میزان تقاضا ندارد، می

(Galelli and Castelletti, 2013)های توصیفی . این دسته از داده
 که در نهایتشود، بطوریز شناخته میاغلب برای مدل به عنوان نوی

های شبکه عصبی مصنوعی اختلال ایجاد در فرآیند تعیین وزن لایه
ی بر های توصیفکند. در این راستا، برای ارزیابی اثر استفاده از دادهمی

نقشه  4شکل عملکرد مدل، از آزمون همبستگی اسپیرمن استفاده شد. 
معناداری آماری متغیرهای غیر حرارتی میزان همبستگی و سطح 

توان گفت تمام می دهد. باتوجه به این شکل،باینری را نشان می
عنوان منظور استفاده بههمتغیرهای توصیفی دارای همبستگی کافی ب

 های ورودی به مدل هستند.داده
 

های توصیفی ایام تعطیل یا لازم به ذکر است که در این آزمون از داده
منظور ها استفاده نشد. بلیل ماهیت دودویی یا باینری آنغیر تعطیل بد

 2-2ارزیابی این متغیر )ایام تعطیل(، از روش ذکر شده در بخش 
های یکسان با یا بدون seedکه دو شبکه عصبی با استفاده شد. بطوری

وجود این متغیر آموزش داده شد. سپس بهبود یا عدم بهبود دقت 
بررسی قرار گرفت. نتایج نشان داد که ها در این فرآیند مورد مدل

عصبی در بخش  استفاده از این متغیر منجربه کاهش خطای مدل
 شود.آموزش و تست می

 
های توصیفی جوی شامل دما، ابرناکی و خیر، دادهبرای تعیین میزان تأ

سرعت باد، همچنین ایام تعطیل در بازه زمانی مطالعه با محاسبه 
cross-correlation زیابی شد. خیرهای مناسب اربرآورد حد تأ برای
قیاسی م خیرها، حداکثر مقدار همبستگی به عنوانبرای استفاده از این تأ

 شد. شکلخیرهای مربوطه در نظر گرفته برای لحاظ یا عدم لحاظ تأ
های توصیفی جوی ساعت از داده 14خیر خروجی این روش را تا تأ 2

 دهد.و غیرجوی نشان می
 

ارامترهای پوشش ابر و سرعت باد تأخیر این شکل، برای پتوجه به  با
 4تا  1خیر ساعت و برای دما تأ 14تا  1صفر، برای ایام تعطیل تأخیر 

ساعته در نظر گرفته شد. همچنین با استفاده از نتایج تابع 
خیرهای مختلف میزان ودهمبستگی، حداکثر همبستگی بین تأخ

 1صورت هها بشد که در مدلساعت برآورد  24صورت هتقاضای آب، ب
 ساعت وارد شد. 24تا 
 

 هاارزيابی عملکرد مدل -5-0

موجکی،  -در مجموع چهار مدل شبکه عصبی مصنوعی بازگشتی
مرتبه  3۱ها برای موجکی و نسخه ساده آن -ماشین یادگیری افراطی

به اجرا گذاشته شد، تا باتوجه به خروجی توابع خطا و ضریب رگرسیون 
نتایج خروجی توابع  2جدول ر مدل از هر نوع انتخاب شود. بهترین ه

نیز مقایسه عملکرد مدل  6شکل دهد. های منتخب را نشان میمدل
ELM  را با مدلW_ELM دهد.ارائه می 

 
 -توان مدل شبکه عصبی مصنوعی بازگشتیمی 2جدول  باتوجه به

های ذکر شده در این عنوان بهترین مدل در میان مدلموجکی را به
 ELM رسد تبدیلات موجک در مدلجدول دانست. از طرفی بنظر می

واقع شده است، هرچند که اختلاف دقت میان این  NARXمفیدتر از 
د زمان فرآیندو مدل قابل توجه است. البته باید توجه داشت که مدت

تر نظیر های پیچیدهبسیار کمتر از مدل ELMیادگیری در مدل 
NARX تواند یک مزیت به کاربرد می است که این خود بسته

ساختار  ELMهای محسوب شود. از طرفی، باید توجه داشت که مدل
 NARXهای ای دارند در حالی که مدلمرتبهلایه و آموزش یکتک

زرسانی و های لایه پنهان را برو( مقادیر وزنEpochدر هر دوره )
فت که استفاده از توان نتیجه گرکنند. در هر صورت میاصلاح می

، گذاشته ELMثیر قابل توجهی، مخصوصاً در مدل تبدیلات موجک تأ
سازی کننده دلیل محبوبیت این روش در زمینه بهینهاست که توجیه

 شبکه عصبی مصنوعی است.
 

 تحلیل عدم قطعیت -5-5

ا کارلو، بهای روش مونتتمالاتی دادهبمنظور تعیین نحوه توزیع اح
های ورودی نظیر ( دادهK-Sاسمیرنوف ) -استفاده از آزمون کلموگروف

( PDF22دما، سرعت باد و پوشش ابر به تمام توابع چگالی احتمالاتی )
Continuous های ایام تعطیل توابعی با فیت شد. همچنین برای داده

مجموعه توابع فیت شده  7ل شکدر نظر گرفته شد.  Discreteتوزیع 
 دهد.های ورودی نشان میرا برای داده PDFبه 
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 PDFهمانطور که در این شکل مشخص است، توابع فیت شده به 
ترتیب و به 62های سرعت باد، پوشش ابر و دما از نوع غیرپارامتریکداده

 PDFبا هسته نرمال، مثلثی و نرمال هستند. همچنین تابع فیت شده به 
 است. Binomialایام تعطیل از نوع گسسته 

 
 ، ابتدا مقادیر 92%منظور انجام تحلیل عدم قطعیت برای بازه اطمینان هب

ها محاسبه شد. های خروجی از مدلام داده2/97 ام و2/2 هایصدک
ها قرار داشتند های مشاهداتی که در بازه صدکسپس تعداد داده

های مشاهداتی بدست ها نسبت به کل دادهمحاسبه شد و درصد آن
، W_NARX ،W_ELMهای آمد. نتایج نشان داد که خروجی مدل

NARX  وELM 72/98% عدم قطعیت 92% ترتیب در بازهبه، 
باشند.می 71/2% و %42/79 ،%83/1

 

 
Fig. 4- Spearman's correlation heat map and the statistical significance of the explanatory variables of 

hourly water demand of Mahdie Residential Complex  

های توصیفی میزان تقاضای آب ساعتی برای شهرك نقشه حرارتی میزان همبستگی اسپیرمن و معناداری آماری داده -1شکل 

 مهديه قم
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Fig. 5- 14-hour cross-correlation of the explanatory variables of Mahdie Residential Complex 

 رك مهديه قمهای توصیفی شهساعته از داده 01همبستگی متقابل  -1شکل 

 
Table 2- The result of the performance assessment of the models for the prediction of urban water demand 

of Mahdie Residential Complex 

 بینی میزان تقاضای آب شهری شهرك مهديه قمها برای پیشنتايج ارزيابی عملکرد مدل -0جدول 

Net Type 
Train error (MSE) Validation Error (MSE) Test Error (MSE) 

Coefficient of 

Determination 

W_NARX1 18.50 20.00 19.30 0.960 

W_ELM2 26.31 No validation error 28.83 0.847 

NARX 21.26 19.91 18.98 0.955 

ELM 31.31 No validation error 36.06 0.787 

1. Wavelet coupled NARX 
2. Wavelet coupled ELM 

 
Fig. 6- Performance comparison of ELM, W_ELM, W_NARX and NARX models after 30 runs for finding 

the best model 

 بار اجرا بمنظور انتخاب بهترين مدل 51بعد از  W_NARXو  ELM ،W_ELM ،NARXهای مقايسه عملکرد مدل -8 شکل
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Fig. 7- The fitted probability density functions to the input variables 

 هاهای ورودی به مدلتوابع چگالی احتمال فیت شده به داده -1 شکل
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توان نتیجه گرفت که استفاده از تبدیلات باتوجه به این نتایج می
بوده  ELMبیشتر از مدل  NARX قطعیت مدلموجک در زمینه عدم

ها متفاوت بود. همچنین ها در عملکرد مدلثیر آناست. هرچند که تأ
که عملکرد بهتری نسبت به  ELMرفت مدل همانطور که انتظار می

NARX قطعیت است، در زمینه خطا نداشت، بیشتر دچار عدم
های داده %92 های خروجی آن در صدکاز داده 29% که حدودبطوری

 NARXمشاهداتی وجود ندارد. از این رو، عملکرد بسیار خوب مدل 
کننده پیچیدگی بیشتر این تواند توجیهمی ELMدر مقایسه با مدل 

 باشد. ELMمدل نسبت به 
 

 گیرینتیجه -1

ها اثر استفاده از تبدیلات موجک را بر روی تاکنون بیشتر پژوهش
اند. های مبتنی بر شبکه عصبی مصنوعی بررسی کردهعملکرد مدل

بر  ثیر استفاده از تبدیلات موجکباتوجه به خلاء پژوهشی نسبت به تأ
و  ELMهای شبکه عصبی مصنوعی دو مدل قطعیت مدلمیزان عدم

NARX یلات موجک آموزش داده شدند و عملکرد با استفاده از تبد
 ثیر استفاده از تبدیلات موجکمورد ارزیابی قرار گرفت و سپس تأ هاآن

 اد که استفاده ازها بررسی شد. نتایج نشان دقطعیت آنبر روی عدم
اً ها، مخصوصتوجهی بر روی عملکرد مدلثیر قابلتبدیلات موجک تأ

بهتری در مقایسه با  دقت NARXدارد. از طرفی مدل  ELMمدل 
ELM توان در پیچیدگی بیشتر و را غالباً می داشت که دلیل آن

 فرایند آموزش یافت. با Epochها در هر ها و بایاسروزرسانی وزنهب
بسته به دقت مورد نیاز و کاربرد،  توجه به این نتایج، هر دو مدل

برآورد ای گیری برتوانند به عنوان یک سیستم پشتیبان تصمیممی
تقاضای آب عمل کنند. اما در مواردی که قدرت پردازش کامپیوتری 

تواند جایگزین قابل اتکایی در زمینه می ELMمحدود است، مدل 
بینی تقاضای آب باشد. از طرفی، در مواردی که دقت از اهمیت پیش

بیشتری برخوردار است و قدرت پردازش چندان محدود نیست، مدل 
NARX د توجه قرارگیرد. همچنین به این نکته نیز باید تواند مورمی

ه های ورودی را بستتوجه کرد که استفاده از تبدیلات موجک تعداد داده
اده از این نهایت استف کند که دربه سطح و مقیاس واشکافی بیشتر می

 طلبد.روش قدرت پردازش بیشتری را نسبت به حالت معمول می
 

هر کشور،  کننده درت است که رفتار مصرفالبته این نکته نیز حائز اهمی
باشد که این امر ممکن است عملکرد شهر یا حتی محله متفاوت می

قطعیت باشد. لذا تحلیل عدمدنبال داشته های مذکور بهمتفاوتی از مدل
تواند کننده در هر شهر و کشور میهر مدل، فارغ از رفتار مصرف
ها م ارزیابی عملکرد مدلهای مرسوجایگزین بهتری نسبت به روش

طعیت قباشد. در این راستا، نتایج استفاده از تبدیلات موجک بر عدم

نشان داد که استفاده از تبدیلات موجک  NARXو  ELMهای مدل
شد، اما باتوجه به  NARXقطعیت مدل توجه عدمباعث بهبود قابل
به  ELMثیر آن بر روی مدل ، تأELMتر مدل عملکرد ضعیف

 نبود. NARXیری مدل گچشم
 

های عصبی کوپل شده با شود از مدلبرای مطالعات آتی پیشنهاد می
ای ژنتیک، الگوریتم هسازی مانند الگوریتمهای مرسوم بهینهروش

ترهای ورودی مدل استفاده بمنظور تعیین برخی پارام مورچگان و غیره
 ها بررسی شود. قطعیت مدلثیر آن بر روی عدمشود و تأ
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