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های يادگیری عمیق با شبکه عصبی مقايسه عملکرد مدل

بینی رواناب در پیش HEC-HMSای و مدل جملهچند

 روزانه

 
 3رونی برندسون و *0، وحید موسوی۱سحر مصطفايی

 

 چکیده

تواند کمک شایانی به تخمین رواناب ناشی از بارش مازاد حوضه آبخیز می
هاي آبخیز و مدیریت حوضههاي آبی، مدیریت جامع طراحی دقیق سازه

هاي سیلاب نماید. لذا در این پژوهش سعی شده است قدرت برآورد روش
 HEC-HMSو مدل  ايشبکه عصبی چند جمله در مقایسه با یادگیري عمیق

هاي آبخیز بار اریه، کسیلیان و لتیان مورد ارزیابی قرار گیرد. براي در حوضه
سازي و نتایج آن با شبیه LSTMاز مدل این منظور رواناب روزانه با استفاده 

ترین مدل هوش مصنوعی، مدل به عنوان رایج MLPهاي نتایج مدل
GMDH هاي عصبی مصنوعی و مدل ترین شبکهبه عنوان یکی از قوي

HMS-HEC نشان  پژوهش پایه مقایسه شد. نتایجبه عنوان یک مدل فیزیک
، ضریب 1364/1تا  3115/1اي بین هاي مختلف بازهدر مدل 2Rداد ضریب 

RMSE و ضریب  2165/2تا  136/1اي از بازهNRMSE 33/13اي بین بازه 
هاي آبخیز مختلف به خود اختصاص داده است. نتایج را در حوضه 16/65تا 

 11/51معادل  NRMSE با متوسط MLPمدل  متوسطحاکی از عملکرد 
 6/44معادل  NRMSE با متوسط GMDHمناسب مدل  درصد، عملکرد

 3/26معادل  NRMSE با متوسط LSTMو عملکرد بسیار خوب مدل  درصد
در مقایسه با مدل  LSTMاست. با توجه به هزینه محاسباتی بالاي  درصد

GMDH توان توصیه کرد که اگر دقت و صحت خیلی بالا از طرف کاربر می
در صورت نیاز به صحت  استفاده شود و GMDHمورد انتظار نیست از مدل 

را پذیرفته و از  LSTMتواند هزینه محاسباتی بالاي روش بالاتر کاربر می
ناریو سازي ساین مدل استفاده نماید. همچنین، اگر فرآیند محاسباتی و مدل

  ارجحیت دارد. HEC-HMSمحور مد نظر است مدل 
 

سازي، هوش رواناب، مدل-سیلاب، فرآیند بارش :کلمات کلیدی

 مصنوعی.
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Abstract 
Estimating runoff caused by excess rainfall at the watershed 

scale is necessary for precise design of water structures, 

comprehensive watershed, and flood management. In this 

research, we evaluated deep learning methods in comparison 
to polynomial neural networks and HEC-HMS models in three 

watersheds, i.e., Bar-Erieh, Kasilian, and Latian. For this 

purpose, daily runoff was simulated using a long short-term 

memory (LSTM) deep learning model and compared to multi-
layer perceptron (MLP) as the most common artificial 

intelligence model, group method of data handling (GMDH) 

and HEC-HMS as a physically based model for robust neural 

network modeling. The results showed that the R2 ranged from 
0.872 to 0.986, RMSE from 0.086 m3/s to 2.22 m3/s, and 

NRMSE from 18.9 to 66.0%. The results indicate that the 

performance of the MLP model is mediocre with an average 

NRMSE of 51.2%, the performance of the GMDH model is 
good with an average NRMSE of 44.6%, and the LSTM model 

is very good with an average NRMSE of 26.8%. Considering 

the high computational cost of LSTM compared to the GMDH 

model, it can be recommended that the GMDH model should 
be used if the user does not expect very high accuracy and 

precision, and if higher accuracy is required, the user may need 

to accept a high computational cost and the LSTM model. 
Also, if the process and scenario-based modeling are the focus, 

the HEC-HMS model is preferred. 
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 مقدمه  -۱

در مقیاس زمانی روزانه و مقیاس  1ببینی و تخمین میزان رواناپیش
ثر بر مدیریت یکپارچه ؤترین عوامل مآبخیز از مهم حوضهمکانی 
آبی بوده و از پیچیدگی زیاد و روابط غیر خطی خاصی هاي سیستم

و تخمین رواناب  2سازي(. مدلSeo et al., 2018) باشدبرخوردار می
 نقش غیرقابل تواندهاي زمانی کوتاه مدت و بلند مدت میدر مقیاس

(. به Kuok et al., 2010انکاري در مطالعات مهندسی آب ایفا نماید )
 حوضهرواناب در -سازي فرآیند بارشطور کلی هدف اصلی از مدل

ا تخمین بینی یآبخیز، تعیین روش یا راه حل دقیق و مطمئن براي پیش
یر خ. اما وجود مشکلات متعدد از جمله تأثیر نفوذ، دما، تباسترواناب 

ا سازي رو همچنین غیرخطی و پیچیده بودن این فرآیندها بحث مدل
آبخیز و  حوضهبا مشکل مواجه ساخته است. داشتن درک درست از 

سازي هرچه تواند کمک شایانی به مدلفرآیندهاي حاکم بر آن می
در این راستا  (.Ahmadi, 2019)رواناب داشته باشد -بهتر فرآیند بارش
 سازي مبتنیسازي مبتنی بر دانش و مدلوش مدلبه طور کلی دو ر

رواناب ارائه شده است. -سازي فرآیند بارشبر داده براي مدل
پایه نیز شناخته محور به عنوان رویکردهاي فیزیکهاي دانشروش

. از جمله پرکاربردترین (Solomatine and Ostfeld, 2008)شوند می
هوش مصنوعی اشاره نمود. هاي توان به مدلمحور میهاي دادهروش

علت دقت و سرعت هاي هوش مصنوعی بههاي اخیر روشسال در
شبکه عصبی مصنوعی با ي هامدلاند. زیاد مورد توجه قرار گرفته

کنند ها را بررسی میورودي، رابطه بین متغیرها و ساختار آنترین کم
با ایجاد  دارند واي بندي اطلاعات توانایی بالقوهبینی و دستهدر پیشو 

 دهندیک مدل غیرخطی اثر متقابل بین متغییرها را نشان می

(2009Biglerian et al., روش .) 3هايMLP  4وGMDH عنوان به
اي ههاي هوش مصنوعی در زمینهترین روشترین و پراستفادهمرسوم

(. Lorrai and Sechi, 1995)سازي کاربرد دارند مختلف مدل
 Riadدراین باره صورت گرفته است. به عنوان نمونه مطالعات متعددي 

et al. (2004) اي از شبکه عصبی مصنوعی پرسپترون چند در مطالعه
آبخیزي  حوضهرواناب در -سازي فرآیند بارشمدل براي( MLP) لایه

با اقلیم نیمه خشک در مراکش استفاده نمودند و نتایج نشان داد که 
بینی رواناب از مدل ور پیشعصبی مصنوعی به منظ روش شبکه

اقدام به  Kuok et al. (2007)تر است. رگرسیون کلاسیک مناسب
بینی رواناب روزانه با استفاده از روش شبکه عصبی مصنوعی در پیش

 که داد نشان کشور اندونزي نمودند. نتایج Sungai Bedupحوضه 
 دقت اب روزانه رواناب سازيشبیه به قادر مصنوعی عصبی هايشبکه

اقدام  ،Xu et al. (2009)روزه هستند.  در بازه چند و( R=0.97) زیاد
 و 5(ANNشبکه عصبی مصنوعی ) توسط روزانه رواناب بینیبه پیش

آبخیزي در کشور چین نمودند. نتایج  حوضهدر  هیدرولوژیکی هايمدل
هاي کهبینی شببینی، قدرت پیشنشان داد که با افزایش زمان پیش

تواند به خوبی رواناب روز می 11یابد و تا بازه زمانی می عصبی کاهش
از شبکه عصبی  Joshi (2017)  Patel andبینی نماید.را پیش

در کشور  Sabarmatiآبخیز  حوضهبینی رواناب در مصنوعی براي پیش
ها نشان داد که مدل شبکه عصبی خطاي هند استفاده کردند. نتایج آن

ضه رواناب در این حو-سازي بارشبراي شبیهبسیار پایینی داشته و 
ه آبخیز استفاد حوضهمناسب است. روش دیگر برآورد رواناب در سطح 

ت که به دلیل داشتن ساختار سلسه مراتبی، قابلی استادگیري عمیق از ی
ارند. دها و نیز تخمین روابط بین پدیدهها بندي دادهبالایی در دسته

ه تري از توابع در مقایسه جامعئوانند اراتچنین ساختارهاي عمیق میهم
هاي مدل (.Mirabedini, 2018) با ساختارهاي سطحی فراهم کنند

 دارند بهتري عملکرد حجیم هايدر پردازش داده عمیق یادگیري

.(Schmidhuber, 2015)   مطالعات متعددي از این روش در راستاي
یی از آن در ادامه اشاره هااند که به نمونهبرآورد رواناب استفاده کرده

بینی رواناب رودخانه به منظور پیش Xiang et al. (2020)شود. می
Wapsipinicon از مدل  2116تا  2115هاي زمانی آمریکا در بازه
مدل و بر اساس مدل توالی استفاده کردند.  LSTM6یادگیري عمیق 

LSTM-seq2seq برخوردار یکاف ینیبشیپ قدرتاز  داد که نشان 
استفاده  لیمدت سکوتاهی نیبشیبهبود دقت در پ يبرا تواندیو ماست 
 بینی سطح ودر یک تحقیق اقدام به پیشBaek et al. (2020) . شود

و  CNN7کیفیت آب با استفاده از تلفیق دو مدل یادگیري عمیق 
LSTM8  نمودند.  2111تا  2116در کشور کره جنوبی در بازه زمانی

ازي سیشان نشان داد که روش تلفیقی توانایی بالایی در مدلنتایج ا
تا  2115زمانی  در بازه Han et al. (2021)سطح و کیفیت آب دارد. 

اي در ایالت کالیفرنیاي سازي جریان رودخانهاقدام به مدل 2111
با ساختار دنباله به  LSTMآمریکا با استفاده از مدل یادگیري عمیق 

ه روش مذکور نسبت بکه  دادمطالعه نشان  نیا جیتاندنباله نمودند. 
   .Bai et al ساده از عملکرد بالاتري برخوردار است.  LSTMمدل 

کشور اسلوونی بر اساس مدل  در روزانه را در آبخیزي بوانار (2021)
LSTM  آبشاري یاC-LSTM  با درنظر گرفتن متغیرهاي مختلف

نسبت به  C-LSTMبینی نمودند. نتایج نشان داد که روش پیش
و شبکه عصبی مصنوعی داراي خروجی بهتري  LSTMهاي روش

اقدام به  2113تا  2116زمانی  در بازه Li et al. (2021)است. 
 رواناب در آبخیزي در کشور آلمان نمودند. در-سازي فرآیند بارشمدل
 CNNعمیق  یادگیري هايالگوریتم با رواناب-بارش مدل مطالعه این
 بعدي دو رادار هاينقشه اساس بر رواناب محاسبه براي LSTMو 

و  رواناب نیتخم يبرا CNN-LSTMکه  دادنشان  جینتاتهیه شد. 
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آبخیز عملکرد مناسبی دارد.  حوضه تیریمد يبرا لیهشدار س
Ahmed et al. (2022) يراب دیجد قیعم يریادگی یبیمدل ترک کی 

 یبعص يهابا استفاده از شبکه رواناب و جریان رودخانه ینیبشیپ
CNN  حافظه کوتاهو شبکه( مدت دو جهتهBiLSTM) يسازنهیو به 

. ارائه کردند يدو فاز هیتجز کردیبا رو (ACO)1ها مورچه یکلون
در نظر گرفته شد. ایشان در  روزه 23و  14 ،1 ینیبشیپ يهابازه

 يهااز ماهواره، شاخص گرفته شدهسه مجموعه داده )پژوهش خود از 
 ي( براهاي زمینیدر ایستگاه یحالت آب و هوا، و مشاهدات هواشناس

 11، در 10CBiLSTM-CVMD ترکیبی مدل ینیبشیپ تیبهبود قابل
 ایالاستر يرودخانه مور آبخیز حوضهمختلف در  يریگاندازه ستگاهیا

 قیعم يریادگی دیجدمدل که استفاده از  دادنشان  جینتا استفاده کردند.
 یتوجهبه طور قابل تواندیم ACO توسط هایژگیبا انتخاب و یبیکتر

 . رودخانه را بهبود بخشد شدهینیبشیدقت سطح آب پ
 

هاي یادگیري عمیق همانطور که مرور منابع نشان داد، استفاده از مدل
اي پیدا کرده است. در این پژوهش مصنوعی کاربرد گسترده و هوش

 بینی روانابیادگیري عمیق در پیش سعی شده است عملکرد مدل
به  MLPترین و مدل به عنوان یکی از قوي GMDHروزانه با روش 

هاي شبکه عصبی مصنوعی مقایسه شود. ترین مدلعنوان یکی از رایج
. ستاعلت این مقایسه تفاوت در میزان هزینه محاسباتی این سه روش 

تر تر و با هزینه محاسباتی به مراتب پایینروشی ساده MLPمدل 
ر تنسبت به دو مدل دیگر است و روش یادگیري عمیق روشی پیچیده

نیز حالتی  GMDHش باشد. روبا هزینه محاسباتی به مراتب بالاتر می
دل تواند در انتخاب مها میبینابینی دارد. لذا بررسی عملکرد این روش

بینی رواناب در مقیاس روزانه از اهمیت بالایی تر براي پیشمناسب
ها براي امکان تعمیم برخوردار باشد. در این مطالعه عملکرد این مدل

مورد ارزیابی  کسیلیاناریه، لتیان و -آبخیز بار حوضهبیشتر نتایج در سه 
 قرار گرفته است.

 

 هاموارد و روش -0

 هامنطقه مورد مطالعه و داده -0-۱

ریه انجام ا-آبخیز کسیلیان، سد لتیان و بار حوضهاین تحقیق در سه 
ورد هاي مآبخیز کسیلیان، به عنوان یکی از حوضه حوضهشده است. 

درجه  53غرافیایی ي تالار با مختصات طول جمطالعه بخشی از رودخانه
 35دقیقه شرقی و عرض جغرافیایی  31درجه و  53دقیقه تا  13و 

دقیقه شمالی در رشته کوه البرز  1درجه و  36دقیقه تا  53درجه و 
آبخیز معرف  حوضهمرکزي در استان مازندران قرار گرفته است. 

کیلومتر مربع به سه زیرآبخیز ولیک چال،  63کسیلیان با مساحت 
سربند تقسیم شده و خروجی حوضه در محل ایستگاه ولیک  سنگده و

متر و میلی 111متر است. بارندگی متوسط آن 1125بن با ارتفاع 
آبخیز سد لتیان با  حوضهگراد است. درجه سانتی 13متوسط دما 

کیلومترمربع در استان تهران قرار گرفته است.  436مساحت تقریبی 
آبخیز شامل زیرآبخیز گرمابدر، میگون، آهار، امامه و رودک  حوضهاین 
تا  1111باشد. این آبخیز کوهستانی بوده و داراي تغییرات ارتفاعیمی

متر با افزایش ارتفاع به سمت شمال و داراي ارتفاع میانگین  4212
 (.Sedighi et al., 2015) است 6/45% متر و شیب میانگین 2331

کیلومتر مربع در  33/113ه نیشابور به مساحت اری-حوزة آبخیز بار
جنوب غربی سلسله جبال بینالود قرار گرفته است. متوسط ارتفاع حوزة 

. استمتر  1561متر و در محل ایستگاه هیدرومتري  2226آبخیز بار 
درصد  1/11کیلومتر و شیب متوسط آن  54محیط این حوزة آبخیز 

ه خشک و متوسط درجه ده است. آب و هواي منطقه نیمشمحاسبه 
گراد و میزان متوسط بارندگی سالانه آن درجه سانتی 4/5حرارت آن 

 متر مکعب بر ثانیه است 66/1متر است. متوسط دبی آن میلی 4/331

(Jaefari et al., 2013.)  مناطق مورد مطالعه در این تحقیق  1شکل
ش، متوسط بارهاي سري زمانی دادهدهد. در این مطالعه از را نشان می

دما و تبخیر، رطوبت هوا و سرعت باد، بارش یک و دو روز قبل، دبی 
( و شاخص دبی پیشین 11APIیک و دو روز، شاخص بارش پیشین )

(12ADIاستفاده شد. مدل ) 21سازي در این بخش براي یک دوره 
ها براي درصد داده 11 ه آماريساله صورت گرفت که از این دور

رصد براي آزمون مورد استفاده قرار گرفت. با د 31ها و آموزش مدل
اشد، بتوجه به اینکه هدف مقایسه عملکرد چند مدل با یکدیگر می

هاي مورد استفاده در هر دو بخش آموزش و آزمون براي همه داده
 ها یکسان درنظر گرفته شد تا امکان مقایسه وجود داشته باشد. مدل

 

 روش تحقیق  -0-0

هاي دبی از شرکت ملی منابع آب ایران شامل داده هاي مورد نیازداده
ها )خراسان رضوي، تهران اي استانهاي سهامی آب منطقهو شرکت

هاي اقلیمی از سازمان هواشناسی ایران دریافت، و مازندران( و نیز داده
به منظور تعیین  سازي و نواقص آماري احتمالی رفع شد.مرتب

ا، از آزمون خود همبستگی و خود هخیرهاي مناسب زمانی در دادهأت
در بحث مربوط به سري زمانی، بین همبستگی جزئی استفاده شد. 

به  13خود همبستگی مشاهدات براساس زمان وابستگی وجود دارد.
 اي برحسبیا وابستگی بین مقدار دنباله 14معنی همبستگی سریالی

  .زمان است
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Fig. 1- Location of the studied watersheds 
 های آبخیز مورد مطالعهموقعیت مکانی حوضه -۱شکل 
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با دو مدل رایج  LSTMدر این پژوهش، عملکرد مدل یادگیري عمیق 
GMDH  وMLP  ی تمام آبخیز مورد مقایسه قرار گرفت. حوضهدر سه

نویسی متلب صورت هاي تحقیق با کدنویسی در زبان برنامهبخش
هاي حوضهیک شبکه عصبی مصنوعی است که در  LSTMپذیرفت. 

شود. به کار گرفته می یادگیري عمیق و موضوعی هوش مصنوعی
LSTM 15 یبازگشت یعصب يهابه دسته شبکه(RNN .تعلق دارد )

RNNها را با استفاده از بازخورد يورود نیدتریاز جد ییهاشیها نما
 یعصب يهاها را شبکهناست که آ لیدل نیکنند، به همیم رهیذخ

 پس یحت احافظه ر تیاست که وضع نیا LSTM دهیا. نامندیمکرر م
ه کند. حالت حافظیوجود سلول حافظه حفظ م لیبه دل یاز مدت طولان
. کنندیم میها را در حافظه تنظداده انیاست که جر ییهاشامل دروازه

وجود دارد تا  LSTM يهااثبات در تمام سلول شیحافظه پ تیوضع
 ورودي يحدهاوا تیرا براساس اهم یقبل يهااطلاعات حالت ریمقاد

 هیشده است، لا لیتشک هیاستاندارد از سه لا LSTMدهد.  رییتغ
 LSTMدر  یبازگشت هیدوم لا هیدر مدل است. لا هیلا نیاول يورود

و  یخروج ،يورود يهاچهیسلول )در تیبه سه گ یخروج هیاست. لا
 ,.Drewil et al) شودیم متصل یخروج هیلا تی( و در نهایفراموش

داراي اتصالات  LSTM ،بر خلاف شبکه عصبی پیشخور(. 2022
شبکه عصبی بازگشتی، نه تنها به  مانند  LSTM.بازخوردي است

 این نوع شبکهپردازد، بلکه هاي مفرد مثل تصاویر میپردازش داده
 هاي هیدرولوژیکی اقلیمی را نیزدادههاي متوالی مثل تواند دادهمی

 . پردازش کند
 

دهد. همانطور که در را نشان می LSTMساختار یک بلاک  2شکل 
داراي سه دروازه ورودي، خروجی  شود این ساختاراین شکل دیده می

باشد. خروجی این بلاک به ورودي سه دروازه ذکر شده و فراموشی می
 شبکه MLPشود. همانند شبکه عصبی به صورت بازگشتی وارد می

سازي است که در این مطالعه براساس مرور منابع تابع ي توابع فعالدارا
اي تابع سیگموید برهاي ورودي و خروجی و تانژانت هذلولی براي گیت

گیت فراموشی درنظر گرفته شد. مواردي که در شکل روابطی که به 
دار و سایرین روابط غیر اند روابط وزنچین نشان داده شدهصورت نقطه

 دار هستند. وزن
 

همانطور که پیشتر ذکر شد، عملکرد مدل یادگیري عمیق با دو مدل 
مقایسه  GMDHو  MLPتر یعنی شبکه عصبی مصنوعی اولمتد

خواهد شد. ساختار شبکه عصبی مصنوعی با دریافت بردار ورودي، 
 ,.Rohani et al)کند بردار خروجی را براي هر ورودي تولید می

هاي جعبه سیاه از جمله مدل MLPشبکه عصبی مصنوعی  (.2015
هایی که در زمینه دلیل توانمنديهاي اخیر بهاست که در سال

ناب روا-سازي روابط پیچیده هیدرولوژیکی از جمله فرآیند بارشمدل
اي از گیرد و با دریافت مجموعهوفور مورد استفاده قرار میدارد به

آنها در لایه پنهان هاي اولیه از طریق لایه ورودي و پردازش روي داده
یابد و در نهایت نتایج حاصل را به یکسري اطلاعات جدید دست می

 Zorati et al., 2009; Dehghani etکند )در لایه خروجی ارائه می

al., 2016; Razavi zadeh and Darghahian, 2018 .) این
که شامل لایه ورودي، مخفی و  اندلایه تشکیل شده سهها از شبکه

.استخروجی 

 

Fig. 2- Structure of a LSTM block  

 LSTMساختار يک بلاك  -0شکل 
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 شود که به وسیله اتصالاتیه تعدادي نرون درنظر گرفته میدر هر لای
هاي لایه اول، نرون. شوندهاي مجاور وصل میهاي لایهبه نرون

هاي طریق اتصالات مربوطه، به نروناطلاعات ورودي را گرفته و از 
 .کنندلایه مخفی منتقل می

 
GMDH آنچه رود. شمار میهاي عصبی مصنوعی بهنوعی از شبکه
 )اکتشافی، عنـوان یـک روش هیوریستیکرا بـه GMDH الگـوریتم

هاي هایی براي سیستمکند، ساختن مدلمعرفی می فراکاوشی(
ت که داراي مزایایی نسب زیاد استپیچیـده از نـوع رگرسیون با درجات 

 Moosavi et al., 2017; Godarzi) سازي کلاسـیک اسـتبه مدل

and Godarzi, 2020; Moosavi et al., 2021) . ،در این مدل
رت صوتواند بهصورت غیرخطی میها بهها و خروجیارتباط بین ورودي

 .(1)رابطه  هاي ولترا بیان شودايسري چند جمله

(1) 

y(t) = ∫ h1(τ)x(t − τ)dτ

t

0

+ ∬ h2(τ1τ2)x(t − τ1)x(t

t

0

− τ2)dτ1 dτ2

+ ∭ h3(τ1τ2τ3)x(t − τ1)x(t

t

0

− τ2)x(t − τ3)dτ1dτ2dτ3 + ⋯ 
                                                                          

hn(τ1: 1که در رابطه  … . τn) عنوان کرنل درجهبه n ام ولترا شناخته
هاي ايصورت چند جملهتواند بهرم گسسته معادله بالا، میشود. فمی

Kolmogorov-Gabor 2-3(. در رابطه 2-3)رابطه  بیان شود :x 
 دهنده ضرایب استنشان aها و تعداد ورودي Nها، ورودي

(Ivakhnenko, 1971.) 

(2)   y = a0 + ∑ ai
N
i xi + ∑ ∑ aij

N
i xi

N
i xj +

∑ ∑ ∑ aijk
N
i

N
i xi

N
i xjxk + ⋯ 

هاي مذکور با یک مدل فیزیک عملکرد مدلادامه به منظور مقایسه در 
یک مدل مورد استفاده قرار گرفت. این مدل  HEC-HMS مدلپایه، 

ورد م بینی جریانپیش تواند برايمیاست که  یمفهومی نیمه توزیع
ذشته سازي شرایط گمعمولاً شامل شبیهاستفاده قرار گیرد. این فرآیند 

شود. بینی شروع میزمان پیشبینی با انتخاب شود. پیشو آینده می
بینی معمولاً آخرین زمان موجود براي مشاهدات هواشناسی زمان پیش

دهد. نتایج محاسبه شده بین از بارش، دما و سایر متغیرها را نشان می

 "Look back"تواند به عنوان دوره بینی، میزمان شروع و زمان پیش
لی حوضه در دسترس نامیده شود. زمانی که مشاهداتی از شرایط فع

ها را با نتایج محاسبه شده از دوره بررسی گذشته توان آنهستند، می

مدل را  عملکرد تامقایسه کرد تا تنظیمات کالیبراسیونی انجام شود 
 تلفات رطوبت براي  SMA loss الگوریتم در این مطالعه بهبود بخشد.

ا ر پیوسته سازيتوانایی مدل  SMA loss استفاده شد. الگوریتمخاک 
این الگوریتم از  .(HEC, 2008) هاي زمانی طولانی داردبراي دوره

را  حوضه( Bennett, 1998) سازيطریق یک سري لایه ذخیره
اولین لایه پر شده دهد، . هنگامی که بارش روي میدهدنمایش می

ذخیره چالابی سازي، . لایه دوم ذخیرهدهدذخیره برگابی را نشان می
آب مازاد بر این سه  پروفیل خاک است. ین لایه ذخیرهبوده و سوم

سازي شود. به منظور مدلذخیره، به عنوان رواناب درنظر گرفته می
دقیقا همان دوره واسنجی و  HEC-HMSرواناب با استفاده از مدل 
هاي هوش مصنوعی درنظر گرفته شده بود اعتبارسنجی که براي مدل

ج قابل مقایسه باشد. به منظور مورد استفاده قرار گرفت تا نتای
هاي هاي کاربري اراضی و نیز گروهسازي رواناب نقشهمدل

براي هر سه حوضه تهیه  CNهیدرولوژیکی خاک به منظور محاسبه 
 شدند. 

 
 نیتخم در محورداده يهامدل عملکرد سهیمقا و یابیارز منظوربه

 مجذور ،61(2R) نییتب بیضر جمله از يآمار اریمع چند از روزانه رواناب
در در  هاآن معادلات که شد استفاده 11شده نرمال يخطا مربعات

 وجود جهت به که است ذکر بهارائه شده است. لازم  5تا  3 يهارابطه
 استفاده مورد يهاداده دامنه در تفاوت طبعاً و مطالعه مورد منطقه سه

 عملکرد یینها سهیمقا يمبنا شده نرمال يخطا مربعات مجذور آماره
 قرار گرفت.  هامدل

(3) 
R2 = (

∑ (oi
n
i=1 − o−)(ei − e−)

∑ (Oi − o−)2n

i=1
∑ (ei − e−)2n

i=1

 )2   

(4) 
RMSE = √

∑ (Oi − ei)2n

i=1

n
 

(5) NRMSE =
RMSE

Mean of Observed Data
 

                  

 نتايج و تحلیل نتايج -3

نتایج تحلیل خود همبستگی و خود همبستگی جزئی را نشان  3شکل 
هاي بارش و دبی تا یک گام زمانی نتایج نشان داد که دادهدهد. این می

رواناب ارائه شده یک -داراي خود همبستگی هستند. لذا در مدل بارش
 P(t-1)هاي ها درنظر گرفته شد و دادهدادهروز تاخیر زمانی براي این 
یعنی دبی یک روز قبل علاوه بر  D(t-1)و یعنی بارش یک روز قبل 

در ها به مدل وارد شد. علاوه بر این داده tدبی زمان هاي بارش و داده
متوسط دما و تبخیر، رطوبت هوا هاي سري زمانی این مطالعه از داده
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و شاخص دبی پیشین  13(APIو سرعت باد، شاخص بارش پیشین )
(ADI)11 .2 جینتا 4شکل  نیز به عنوان ورودي استفاده شدR ،RMSE 

)ب( ،  MLP)الف( هايرا براي مدل هیار-حوضه باردر  NRMSEو 
GMDH  )و )پLSTM دهد. همانطور که این شکل نشان نشان می

و MLP ، GMDH يهادر مدلاریه -آبخیز بار حوضهدهد، در می
LSTM  2به ترتیبR  و  131/1و  331/1، 311/1برابر باRMSE 
 55/61، 16/62برابر با  NRMSEو  136/1و  163/1، 115/1برابر با 

 ( در5)شکل  کسیلیانحوضه درصد بوده است. اما در  11/31و 
، 1146/1برابر با  2Rبه ترتیب  LSTMو  MLP ،GMDH يهامدل

 1143/1و  1531/1، 11141/1برابر با  RMSEو  1614/1و  1112/1
درصد بوده است. نتایج  32/34و  161/43، 11/51برابر با  NRMSEو 

لتیان )شکل حوضه در  NRMSEو  2R ،RMSE هايارزیابی شاخص
، 3115/1به ترتیب  LSTMو  MLP ،GMDH يهامدلدر  (6

براي  166/1و  2111/1، 2165/2و  2Rبراي  1364/1و  1563/1
RMSE  درصد براي  33/13و  62/22، 26/31وNRMSE  تعیین

  گردید.

 
در  2Rنشان داده شده است ضریب  6تا  4هاي همانطور که در شکل

هاي حوضهرا در  1364/1تا  3115/1اي بین ههاي مختلف بازمدل
آبخیز مورد مطالعه به خود اختصاص داده است. تغییرات ضریب 

RMSE ها و در مدل 2165/2تا  136/1دهد این شاخص از نشان می
، ضریب 2R. همانند ضریب استهاي آبخیز مختلف متغیر حوضه

RMSE  نیز در مدلLSTM  آبخیز نشان دهنده  حوضهدر هر سه
حاکی از آن است  NRMSEبهترین عملکرد است. ارزیابی شاخص 

کمترین  LSTMکه همانند دو شاخص قبلی، این شاخص در مدل 
باشد. دامنه تغییرات این شاخص آبخیز را دارا می حوضهمقدار در هر سه 

در این نمودارها سري  Iبخش متغیر برآورد گردید.  16/65تا  33/13از 
 IIIو  IIهاي دهد. بخشنی دبی مشاهداتی و تخمینی را نشان میزما

ها و نمودار نیز به ترتیب مقادیر خطاي مدل براي هر یک از داده
 دهد. اي را براي مقادیر تخمینی و مشاهداتی نشان میجعبه

 
تیان آبخیز ل حوضهسازي انجام شده در بر اساس نتایج حاصله، شبیه

 حوضهو  RMSEترین اریه کم-آبخیز بار حوضه، 2Rترین داراي بیش
. بر این اساس مدل استرا دار  NRMSEترین آبخیز لتیان کم

LSTM ترین مقدار با کمNRMSE سازي را در داشته بهترین شبیه

بینی رواناب روزانه از در پیش MLPاست. نتایج نشان داد که مدل 
گی مدل و پیچید. سادگی ساختار این استعملکرد متوسطی برخوردار 

ن تواند سبب ایرواناب می-زیاد روابط بین متغیرها در فرآیند بارش
عملکرد نه چندان قوي باشد. به علاوه، این نوع شبکه داراي یک 

ها در همه ها و همه نرونساختار تماما متصل است یعنی همه ورودي
شوند که این امر موجب ها به طور کامل به یکدیگر متصل میلایه

تعداد  سازيجاد تعداد بسیار زیادي رابطه و به تبع آن نیاز به بهینهای
ا هها که براساس داده. تعیین دقیق این وزناستبسیار زیادي وزن 

هاي بالایی مواجه شود. در تواند با عدم قطعیتشود، میتعیین می
تواند با خطاي ها، پاسخ مدل میصورت عدم تعیین درست این وزن

 هاي اولیه در این نوعه باشد. به علاوه، تصادفی بودن وزنبالایی همرا
تواند مشکلاتی را به وجود بیاورد. این تصادفی بودن باعث ها میمدل
شود تا در هر بار اجراي مدل نتیجه حتی با ساختار یکسان متفاوت می

ها با به دست بیاید. این امر موضوع تکرار پذیري را در این مدل
داراي  20GMDHسازد. نتایج نشان داد که روش میمشکلاتی مواجه 

ن بینی رواناب روزانه داشته است. علت بهتر بودتوانایی بالاتري در پیش
تواند به ساختار این می MLPنسبت به مدل  GMDHعملکرد مدل 

 شبکه مربوط باشد.

 
نیز داراي ساختار سه لایه ورودي،  GMDH، مدل MLPهمانند مدل 

در مدل  MLPو خروجی است. اما برخلاف مدل پنهان یا میانی 
GMDH ها در لایه بعدي متصل ها در هر لایه به همه نرونهمه نرون

شوند. این امر باعث کاهش یافتن تعداد اتصالات و به تبع آن نمی
یگر شود. نکته دهایی که باید مقدار آن بهینه شود میکاهش تعداد وزن

عد هاي لایه بت که باید به نرونهایی اسمربوط به نوع تعیین نرون
هایی از هر مدل به لایه بعد متصل متصل شوند. در این مدل تنها نرون
اند. در واقع در این مدل یک حد میشوند که عملکرد مناسبی داشته

ه ها براي ورود بشود که بر اساس آن بهترین نرونآستانه تعریف می
ها دو به دو ن مدل وروديشوند. در واقع در ایلایه بعدي انتخاب می

هاي ايشوند و توسط دو جملههاي لایه مخفی وارد میبه نرون
یه هایی از لاشوند. سپس نرونگابور با هم ترکیب می-کولموگروف

وند. شاند وارد لایه بعدي میتري داشتهمناسباول مخفی که عملکرد 
ها مینخها و تبینیگزینی باعث بهتر شدن دقت و صحت پیشاین به

 شود.می GMDHدر مدل 
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Fig. 3- Autocorrelation and partial autocorrelation results for A) rainfall and B) discharge data 
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Fig. 4- Results of daily runoff prediction in Bar-Erieh watershed for A) MLP, B) GMDH, C) LSTM 
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Fig. 5- Results of daily runoff prediction in Kasilian watershed for A) MLP, B) GMDH, C) LSTM 

 A) MLP، B) GMDH، C) LSTM هایبا مدل کسیلیانبینی رواناب روزانه در حوضه نتايج پیش -5شکل 
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Fig. 6- Results of daily runoff prediction in Latian watershed for A) MLP, B) GMDH, C) LSTM 
A) MLP، B) GMDH، C) LSTMهای با مدل لتیانبینی رواناب روزانه در حوضه نتايج پیش -4ل شک
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دهد. همانطور هاي ارائه شده را نشان مینتایج مدلبندي جمع 1جدول 
ها از دقت بالایی در که در این جدول نشان داده شده است، همه مدل

 GMDHو  MLPهاي سازي رواناب روزانه برخوردارند ولی مدلمدل
از نظر صحت نیز  LSTMاز صحت متوسطی برخوردارند و مدل 

تري دل دیگر توانایی بالاعملکرد قابل قبولی داشته و نسبت به دو م
 بینی رواناب روزانه داشته است.در پیش

 

نسبت به  LSTMدهنده عملکرد بهتر مدل یادگیري عمیق نتایج نشان
تواند به علت این برتري می. است GMDHو  MLPهر دو مدل 

هاي ساختار و نحوه عملکرد این مدل مربوط باشد. در ساختار مدل
هاي ساختار سه لایه موجود در الگوریتمیادگیري عمیق به جاي 

برخوردار  يترقیاز ساختار به مراتب عمتر هوش مصنوعی قدیمی
 . دراستها استخراج ویژگی یکی از مزایاي اساسی این روشاست. 

ها قبل از ورود مدل به فرآیند تشخیص روابط بین این الگوریتم
شوند که به اج میها استخرهاي متعددي از روي دادهمتغیرها، ویژگی

ند ها قادر هستنماید. این مدلسازي کمک بسیار زیادي میفرآیند مدل
ها کار کرده و به خوبی روابط بین متغیرهاي با حجم بسیار زیاد داده

اي عصبی همستقل و وابسته را تشخیص دهد. این مدل نسبت به شبکه
یی بالاتري وانابازگشتی نیز با اضافه کردن نوعی از پس انتشار خطا از ت

در یادگیري از  LSTMبرخوردار شده است. به علاوه توانایی مدل 
باشد. هاي زمانی بسیار متعدد نیز از جمله مزایاي دیگر این روش میگام

تري در توانایی مناسب LSTMبه علاوه نتایج نشان داد که مدل 
ریبا تقبرآورد مقادیر حدي بالا دارد. مقادیر حدي پایین )جریانات کم( 

ها به خوبی تخمین زده شده است اما مقادیر حدي توسط همه مدل
 MLP بالا با خطاي بیشتري مواجه بوده است. به خصوص در روش 

دهد که نشان می 6تا  4نمودارهاي  IIIاین خطا بالاتر است. بخش 
این  IIاند. اما بخش هر سه مدل در هر سه حوضه کم تخمینی داشته

به مراتب  LSTMدهد این کم تخمینی در روش نمودارها نشان می
توانسته است مقادیر حدي را به  هاست و این روشکمتر از سایر روش
نکته مهم دیگر، بهتر بودن نسبی نتایج در آبخیز  خوبی تخمین بزند.

سیر این . که در تفاستاریه و لتیان -کسیلیان نسبت به دو حوضه بار
هاي صفر در سري زمانی بارش و دبی توان به کمتر بودن دادهامر می

هاي داده تواند عملکرد مدلهاي صفر زیاد میاشاره کرد. وجود داده
دهد. در ضمن تغییرات دبی در حوضه کسیلیان محور را تحت تاثیر قرار 

باشد که این امر نیز به عملکرد بهتر مدل تر از دو آبخیز دیگر میمنظم
رواناب -هاي بارشگرفت مدلتوان نتیجه کند. لذا میکمک می

محور در مناطق با آب پایه عملکرد بهتري دارند. البته مدل داده
LSTM  نشان داد تا حدودي توانسته است رفتارهاي سیستم

هیدرولوژیک را فرا گیرد و حتی تغییرات ناگهانی را در سري زمانی 
 تشخیص دهد.  

 
هاي مدل رقومی ارتفاع، کاربري/پوشش اراضی و قشهن 1در شکل 

ساخته شده آورده شده است.  HEC-HMSشماره منحنی و نیز مدل 
پس از ساخت مدل مراحل واسنجی مدل بر روي پارامترهاي حساس 

را براي سه  HEC-HMSنیز نتایج مدل  3مدل انجام شد. شکل 
عملکرد مناسب دهد. نتایج نشان دهنده حوضه مورد مطالعه نشان می

. همانطور که نشان داده استاین مدل در برآورد میزان رواناب روزانه 
شود، این مدل با دقت مناسبی توانسته مقادیر دبی را برآورد نماید. می

از لحاظ میزان صحت و دقت نتایج این مدل نزدیکی زیادي به نتایج 
 یتداشته است. اما چند نکته در این خصوص حائز اهم LSTMمدل 
یک مدل نیمه توزیعی بوده که  HEC-HMS. اول اینکه مدل است
هاي مختلف محاسبه نماید اما تواند مقادیر رواناب را در زیرحوضهمی

هاي هوش مصنوعی به صورت یکپارچه براي کل حوضه عموما مدل
یک  HEC-HMSدهند. نکته دوم اینکه مدل محاسبات را انجام می

ما دهد، اله را مورد توجه قرار میزیک مسأمحور است که فیمدل فرآیند
آیند هاي داده محور به حساب میهاي هوش مصنوعی جزو مدلمدل

له را به شکل کامل مورد نظر که عموما فرآیند حاکم و فیزیک مسأ
دهند و عموما به برقراري رابطه بین متغیرهاي مستقل و قرار نمی

پردازند.وابسته می

 

Table 1- Summary results of artificial intelligence models 
 های هوش مصنوعیبندی نتايج مدلجمع -۱جدول 

MLP GMDH LSTM 
Basin 

2R )1-.s3RMSE (m 2R )1-.s3RMSE (m 2R )1-.s3RMSE (m 

0.87 0.17 0.88 0.16 0.98 0.086 Bar-Erieh 

0.90 0.17 0.91 0.15 0.96 0.11 Kasilian 

0.87 2.2 0.95 1.2 0.98 1.06 Latian 



 
 
 

 

 

 ۱040، پايیز  0تحقیقات منابع آب ايران، سال نوزدهم، شماره 

Volume 19, No. 4, Fall 2023 (IR-WRR) 

23 

 

تلف هاي مخدر نظر گرفتن فرآیند حاکم بر پدیده مورد مطالعه از جنبه
به شکل  دهد تا بتوانداین قابلیت را به کاربر می تواند مهم باشد مثلاًمی

 کارامدي اثر تغییرات کاربري اراضی را بر رواناب بسنجد. 
 

بر اصول اساسی  HEC-HMS مانند پایههاي فیزیکمدلدر کل 
 ها بهاستوارند. این مدل آبخیزهاي فیزیکی هیدرولوژي و ویژگی

هاي ورودي قابل توجهی نیاز دارند، از جمله اطلاعات دقیق در داده
شناسی، نوع خاک، کاربري زمین و هواشناسی منطقه مورد مورد زمین

ها با دقت و یا این داده بر باشدینهبر و هزنظر که ممکن است زمان
ها این مدلهاي یکی از مزیت. با این حال، مناسب در دسترس نباشند
ت ها به صور، زیرا پارامترهاي آنهاستآن شفاف و قابل تفسیر بودن

ها را درک توانند آناند و متخصصان مربوطه میصریح تعریف شده
 هاي ورودي کمتر نیاز دارندادههاي مبتنی بر داده، به دمدلاما  .کنند

هاي یادگیري ماشین، الگوهاي پیچیده بین با استفاده از الگوریتم و
کنند. علاوه بر این، آموزش این ورودي و خروجی را شناسایی می

ها تواند به صورت خودکار باشد که باعث کارآیی بیشتر آنها میمدل
هاي سبت به مدلها ندرواقع هزینه محاسباتی این مدل .شودمی

 فیزیک پایه به مراتب کمتر است و نیاز کمتري به داده دارند.
 

  بندیخلاصه و جمع -0

تخمین مقدار رواناب روزانه نقش مهمی در مطالعات مختلف منابع آب 
ها و در مدیریت هاي سازهو هیدرولوژي دارد و نتایج حاصله در طراحی

اس کند. بر این اسهاي آبخیز نقش مهمی را ایفا میحوضهمنابع آبی در 
 . لذا در ایناستتخمین مقادر صحیح آن از اولویت بالایی برخوردار 

در برآورد  LSTMو  MLP ،GMDHهاي پژوهش عملکرد مدل
 اریه، کسیلیان و لتیان با استفاده-هاي آبخیز بارحوضهروزانه دبی در 

 ارزیابی قرار گرفت.  مورد NRMSEو  2R ،RMSEهاي از شاخص
 

نسبت  LSTMدهنده عملکرد بهتر مدل یادگیري عمیق  نتایج نشان
این امر به علت توان بالاي باشد. می MLPو  GMDHبه هر دو مدل 

ها است که باعث روش یادگیري عمیق در استخراج ویژگی از داده
 Coulibaly (2010)عملکرد بالاتر آن شده است. این نتایج با نتایج 

هاي ورودي در تطابق است. از نظر داده et al. (2018) Kratzertو 
و  Moosavi et al. (2021) نیز مطالعه حاضر با مطالعاتی چون 

Tikhamarine et al. (2020)  .اما نکته مهم در انطباق داشته است

نسبت به دو مدل دیگر  LSTMاینجا میزان هزینه محاسباتی بالاتر 
کردن پارامترهاي مدل یادگیري عمیق دشوارتر و اجراي . بهینهاست

هر بار مدل نسبت به دو مدل ذکر شده نیازمند زمان به مراتب بیشتري 
. نیازهاي سخت افزاري این مدل نیز بالاتر از دو مدل دیگر است. است

با یک ساختار مشخص به طور متوسط  LSTMاجراي هر بار مدل 
با همان تعداد داده و  GMDHاي مدل برابر بیشتر از اجر 11بیش از 

افزاري زمان نیاز دارد. اما همانطور که مشاهده با همان سیستم سخت
واند تتر این مدل نسبت به دو مدل دیگر میشد عملکرد بسیار مناسب

کاربر را به پذیرفتن هزینه محاسباتی بالاتر ترغیب نماید. البته انتخاب 
و میزان دقت و صحت متوقع نیز مدل براي استفاده به هدف کاربر 

براي کاربر کافی  GMDHبستگی دارد. اگر میزان دقت و صحت مدل 
تفاده از توان استر این مدل میباشد با توجه به هزینه محاسباتی پایین

ري سازي بیشتاین مدل را توصیه نمود. اما اگر براي کاربر صحت مدل
پژوهش  ویت خواهد بود.در اول LSTMمورد نیاز باشد، استفاده از مدل 

ینی بحاضر از نظر هیدرولوژي داراي اهمیت بالایی است. توانایی پیش
دبی روزانه در مدیریت منابع آب از اهمیت بالایی برخوردار است. این 

تواند به تخمین حجم منابع آب سطحی و نیز وقایع حدي بینی میپیش
د، نشان داده ش مانند سیل کمک شایانی نماید. همانطور که در نتایج

 سازي رواناب روزانه داشته است.توانایی خوبی براي مدل LSTM مدل
 تواند به خوبی براياین پژوهش نشان داد که مدل یادگیري عمیق می

ها ازيسبینی رواناب روزانه مورد استفاده قرار گیرد. اینگونه مدلپیش
 رار گیرند.اده قهاي هشدار سیل نیز مورد استفتوانند در تهیه سیستممی

هاي آبخیز با حوضههاي مورد استفاده در نتایج پژوهش نشان داد مدل
شرایط مختلف، عملکرد متفاوتی دارند. این تفاوت به تفاوت در شرایط 

شد. در باها از جمله از نظر فیزیوگرافی و اقلیمی مرتبط میاین حوضه
تري زي که رفتار اقلیمی و هیدرولوژیک منظمهاي آبخیحوضه
هتر ها نیز به طور کلی باند )مانند حوضه کسیلیان( عملکرد مدلداشته

هاي بارش و بوده است. وجود آب پایه و یا مقادیر زیاد صفر در داده
بالاي  نوساناتها داشته باشد. تواند تاثیر زیادي در عملکرد مدلدبی می

ناگهانی زیاد از صفر به مقادیر بالاتر که عموما در ها و تغییرات داده
افتد شرایط دشوارتري را براي مدل داده محور مناطق خشک اتفاق می

ق آورد. در صورتی که در مناطبراي شناسایی رفتار سیستم به وجود می
 افتد و این امر شناساییتر اتفاق میملایم تر نوسانات معمولاًمرطوب

نماید.تر میاي مدل سادهرفتار سیستم را بر
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Fig. 7- The input maps and the HEC-HMS models for A) Latian, B) Kasilian, C) Bar-Erieh 
 اريه-( بارC( کسیلیان، B ( لتیان،Aهای برای حوضه HEC-HMS های ورودی و مدلنقشه -۳شکل 
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Fig. 8- Results of daily runoff Modeling by HEC-HMS Model in A) Latian, B) Kasilian, C) Bar-Erieh 

اريه-( بارC ( کسیلیان،B ( لتیان،Aهای در حوضه HEC-HMSسازی رواناب روزانه توسط مدل نتايج مدل -5شکل 
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تر نسبت به مناطق ناطق خشکها در مدر واقع ناایستایی داده
. که این امر لزوم استفاده از استتر به طور نسبی بالاتر مرطوب

شان تري نها را طور برجستههایی براي غلبه بر ناایستایی در دادهروش
محور هاي دادهتواند به مدلهاي مهم که میدهد. یکی از روشمی

 ناایستاییهاي هوش مصنوعی براي غلبه بر مشکل مخصوصا مدل
هاي پردازش سیگنال مانند موجک و تجزیه ها کمک کند روشداده

لاوه گردد. به عحالت متغیر باشد که براي مطالعات آینده پیشنهاد می
نیز با دقت  HEC-HMSپایه مانند هاي فیزیکنشان داده شد که مدل

د رواناب مور-سازي فرآیند بارشتوانند براي مدلو صحت مناسب می
ن ها در عین داشتد قرار گیرند. اما نکته مهم در خصوص این مدلاستفا

مزایاي بسیار زیاد هزینه محاسباتی بالاتر، نیاز بیشتر به داده و نیز نیاز 
در  باشد.ها میبه توان و تخصص به منظور واسنجی مناسب این مدل

توانند ها میصورتی که موارد گفته شده به خوبی رعایت شوند این مدل
لکرد بسیار مناسبی داشته باشند. در واقع انتخاب نوع مدل بستگی عم

به نیاز کاربر دارد. اگر فرآیند حاکم بر پدیده براي کاربر اهمیت بالایی 
داشته باشد و یا هدف اعمال سناریوهاي مختلف و تعیین اثر عواملی 

براي  HEC-HMSهایی مانند باشد، مدل غیرهمانند کاربري اراضی و 
ه در اولویت هستند. اما اگر صرفا میزان عددي رواناب در خروجی استفاد

هاي هاي هوش مصنوعی به ویژه مدلمد نظر کاربر باشد، مدل
ر تري باشند. به عبارت دیگتوانند انتخاب مناسبیادگیري عمیق می

هاي فیزیک پایه و اگر اگر فرآیند براي کاربر در اولویت است مدل
هاي یادگیري عمیق توصیه ولویت است مدلخروجی براي کاربر در ا

 گردند. می
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